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3次元点群を用いたマイクロ行動認識手法の提案

三嶋 祐輝1,a) 松井 智一1 松田 裕貴1,2 諏訪 博彦1,2 安本 慶一1,2

概要：近年，宅内環境のスマート化に伴い，宅内で生活する人の行動認識に関する研究ならびにシステム
開発が盛んに行われている．宅内の生活行動を認識することにより，居住者の生活・行動支援への応用が
期待できる．従来の行動認識手法として，動画像を使ったものはプライバシーの侵害が懸念され，ウェア
ラブルさセンサを使ったものは常に身につける必要性がある上，バッテリーの定期的な充電が必要であ
り，振動センサを使ったものは，認識できない行動があるといった問題があった．また，従来の行動認識
では，料理や入浴といったマクロな行動を対象としており，正確な生活・行動支援への応用には，より詳
細な行動であるマイクロ行動（例えば，料理を構成する食材を持つ，切るなど）の認識が必要であると考
える．そこで本研究では，これらの問題点を解決する手法として，3次元点群を用いたマイクロ行動認識
手法を提案する．3次元点群は対象物を 3次元座標の点の集合で表現したものであり，動画像よりも低プ
ライバシーで高精度な認識が期待される上に，非接触でのセンシングが可能であり，行動の種類に関係な
い認識を行うことができると考える．提案手法で解決すべき課題は，対象とするマイクロ行動の定義と 3

次元点群からのマイクロ行動の認識である．本研究では一般家庭の料理行動の中に現れる，“切る”や “持
つ”，“置く”といった行動をマイクロ行動として定義する．一般家庭に設置した Azure Kinectによって得
られる 3次元点群に，時系列 3次元点群を入力データとして分類を行うことが可能な機械学習モデルであ
る P4Transformerを適用することでマイクロ行動認識を行う．実験の結果，Leave-One-Session-Out交差
検証を用いた実験の結果，8クラスのマイクロ行動を平均 0.743の精度で分類可能であることが分かった．
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1. はじめに
近年，宅内環境のスマート化によって宅内で生活する人

の行動認識に関する研究ならびにシステム開発が盛んに行
われている．宅内の生活行動を認識することにより，居住
者の生活習慣に応じた家電の自動制御 [1] [2]や高齢者の生
活補助といった行動支援への応用が期待できる．家電の自
動制御では居住者の行動に応じて，風呂の湯を沸かす，エ
アコンの電源をオンにする，寝室の電気を消灯するといっ
たことが可能になる．これによって，本来であれば居住者
が行わなければならない家電の操作を自ら行う必要がなく
なり，結果として居住者の生活の質向上に加えて，効率的
な省エネ家電制御の実現が期待される．高齢者の生活補助
では，高齢者の宅内行動を認識することで，転倒などの異
状な行動を検知し，非常時の迅速な対応が可能となる．総
務省の調査によると，平成 19年に 65歳以上の割合が全人
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口の内 21%を超える超高齢化社会となった．令和 5年版
高齢者社会白書によると，65歳以上人口は 3,624万人とな
り，総人口に占める割合は 29.0％となっている [3]．これ
らを踏まえると，今後の日本の高齢化社会において，高齢
者の精神的負担の軽減や生活の質を向上させるという観点
から，高齢者の生活を補助することは年々重要度が増して
くることが考えられる．ここで居住者の日常生活行動をよ
り正確に認識するためには，料理や掃除，洗濯といったマ
クロな行動を構成するより詳細な行動であるマイクロ行動
を認識することが重要であると考える．
行動認識の手法としてカメラから得られる動画像を用い

るものがある [4]．この手法では認識のために動画像の情
報を用いるためプライバシーの侵害が懸念される．また，
人物以外の物体によりオクルージョンが発生するという問
題がある．ウェアラブルデバイスを用いる行動認識手法で
は，加速度センサを用いるものが主流となっており，足や
腕，胸に装着するものが存在する [5] [6]．しかしこれには
ウェアラブルセンサを常に身に付けなければならない点や
バッテリーの定期的な充電が必要であるといった問題があ
り，持続的な使用が難しいといったデメリットがある．振
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動センサを利用した行動認識手法も多数提案されており，
Sunら [7]は，レーザードップラー振動センサを天井のある
一点に設置することで，壁や天井の微小な振動の測定を行
い，振動データを学習データとして，機械学習モデルによ
り解析を行うことによって，“ドライヤーを使う”や “シャ
ワーを浴びる”などの，18種類の行動を認識するシステム
を提案している．Bondeら [8]は，卓上に振動センサを設
置し，周囲の構造物の振動から，“歩く”や “タイピング”，
“話す”などの行動の識別を行なった．振動センサを用いた
手法は，カメラなどのビジョンベースの手法に比べて，オ
クルージョンが発生しないという利点がある．一方で，物
体と接触しない行動は原理的に分類することが困難である
という問題がある．また，これらの研究はマイクロ行動の
認識には至っていない．そこで本研究では，RGB-Depth

カメラによってセンシングされる 3次元点群を用いてプラ
イバシーに配慮した行動認識を目指す．3次元点群は，対
象物を 3次元座標の点の集合で表したものである．各点は
空間内の位置座標と必要に応じて色や法線ベクトルなどの
情報を保持することができるため，人物と物体との位置関
係を 3次元的に扱うことができる．そのため物体を考慮し
た処理を行うことで従来の動画像による行動認識の手法に
比べて，より精度の高い行動認識が期待される．
本システムは，一般家庭のキッチンに構築する．4台の

Azure Kinectを用いて 3次元点群を収集し，従来認識が難
しかった料理行動におけるマイクロ行動認識を行う．マイ
クロ行動認識によって，マクロな行動をより詳細な粒度で
理解することができる．これにより，最終的には一連のマ
イクロ行動からマクロな行動を認識することを目指す．
提案手法では，一般家庭の料理行動の中に現れる “切る”

や “持つ”，“置く”といった 16種類の詳細な行動をマイク
ロ行動として定義した．また，一般家庭のキッチンに設置
した RGB-Dカメラである Azure Kinectを用いて料理行
動におけるマイクロ行動のデータを収集した．収集した
データを 3 次元点群に変換し，時系列 3 次元点群を入力
データとして分類を行うことが可能な機械学習モデルであ
る P4Transformer [9]に学習させることで，マイクロ行動
認識モデルの構築を行なった．
実験の結果，Leave-One-Session-Out交差検証によって

料理における 8種類マイクロ行動のいずれの状態であるか
を平均 0.743の精度で分類可能であることを示した．

2. 関連研究
本章では，宅内行動における非接触なマクロ行動認識手

法およびマイクロ行動認識に関する研究について概観す
る．また，3次元点群を用いた行動認識に関する既存研究
について述べる．

2.1 非接触センシングによるマクロ宅内行動認識
Cookらが提案した CASASは，光量センサ，気温セン
サ，モーションセンサ，ドアセンサなどから取得したデー
タを用いて，10種類のマクロ行動を平均で 0.581の精度で
認識することに成功している [10]．
Sasakiらは，家電の利用状況から行動認識を行う手法を
提案し，“食事”や “洗濯”，“読書”といった 9種類のマク
ロ行動を平均で 0.675の精度で認識している [11]．
Mastuiらは，SALONと呼ばれる PIRセンサ，気温・湿

度・騒音などが計測可能な環境センサ，ドアセンサ，環境
発電によって駆動するアノテーション用ボタン，データ収
集・解析用サーバからなるシステムを提案した．提案シス
テムを用いることで “入浴”，“食事”，“調理”，“睡眠”の
4種類の行動認識において，再現率で 0.723，F値で 0.407

の精度を達成している [12]．
これらの研究では，宅内における一般的な日常行動の認

識を対象としているが，適切な生活補助や家電の自動制御
のためには，より詳細な行動であるマイクロ行動の認識が
必要であると考える．

2.2 マイクロ行動認識に関する研究
Michibataら [13]は，CNNを用いて一人称視点での動画

情報から調理作業におけるマイクロ行動認識を行なった．
調理作業は “調理器具を取り出す”，“食材を取り出す”，“洗
う”などの行動を対象としている．
Mizumoto ら [14] は，深度カメラ KinectV2 を用いて，
調理作業中のマイクロ行動認識を行なっている．深度カメ
ラより得られる深度データをもとに算出した骨格情報か
ら，調理者のキッチンにおける相対位置ならびに胴体と上
肢の位置関係と角度を特徴量としている．これらの特徴量
をランダムフォレストの学習用データに用いることで，行
動認識を行なっている．クロスバリデーションを用いて，
“picking up a seasoning”，“cutting”，“mixing”などの 5

種類の調理作業を 78%の精度で分類可能とした．
マイクロ行動を認識するためには，人とオブジェクトを

3次元的に扱うことができる 3次元点群の活用が望ましい
と考える．

2.3 3次元点群を用いた行動認識
深度カメラや LiDARセンサの小型化，低価格化に伴い，

3次元点群を用いた研究が盛んに行われている．
Liu ら [15] は，時系列 3 次元点群を学習するための新

しいニューラルネットワークアーキテクチャであるMete-

orNetを提案した．MeteorNetを用いて行動認識や，セマ
ンティックセグメンテーション，シーンフロー推定など，
様々な 3D認識タスクでベンチマークを行なっている．
Fanら [9]は，Point 4D Convolutionと Transformerか

ら構成される P4Transformerを提案した．P4Transformer
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表 1: 料理行動におけるマイクロ行動群
マイクロ行動 行動内容 マイクロ行動 行動内容
開ける 引き出しや電子レンジ等を開ける動作 切る 包丁で食材を切る動作
閉める 引き出しや電子レンジ等を閉める動作 注ぐ 水や調味料を入れる動作
持つ 調理器具や食材等を持つ動作 電源を押す IH やガスコンロの電源をオンオフする動作
置く 調理器具や食材等を置く動作 混ぜる 鍋やボウル等をかき混ぜる動作
剥く ピーラーを使って皮を剥く動作 撒く 調味料を食材にかける動作

蛇口を触る シンクの蛇口を触る動作 潰す マッシャーを使って食材を潰す動作
洗う シンクで食器や食材等を洗う動作 入れる 鍋やボウル等に食材や調味料を入れる動作
拭く シンク周りを台拭きで拭く動作 掬う お玉やスプーン等を使って掬い上げる動作

図 1: マイクロ行動データ収集システム構成図

は，時系列 3 次元点群から時空相関を捉えることができ
る．P4Transformerを用いて，行動認識，シーンフロー推
定といった 3D 認識タスクでベンチマークを行った．行
動認識のタスクでは，深度マップシーケンスの公開デー
タセットである MSR Action3D Dataset [16] から 3次元
点群を構築し，時系列 3次元点群を P4Transformer に学
習をさせた．その結果，20 クラスの分類において最大
で 90%の認識精度を得ている．また，3 次元行動認識の
ための膨大なデータセットである NTU RGB+D 60 [17]

とその拡張版である NTU RGB+D 120 [18] でも同様な
ベンチマークを行い，最大で 96.4%の認識精度を得てい
る．このことから，P4Transformer は時系列 3 次元点群
を用いた行動認識タスクにおいて有用であると考えられ
る．しかし，MSR Action3D Datasetは “jogging”,“tennis

serve”,“pickup&throw” といった運動動作を中心とした
データセットとなっている．また，NTU RGB+D 60 と
NTU RGB+D 120 は，“drink water”,“eat meal”,“brush

teeth”といった様々な日常行動に関するものから構成され
ている．しかし，データ収集の環境が実際に人が生活して
いるような宅内環境ではないことに加えて，マイクロ行動
に対する行動認識は行われていない．
そこで本研究では，Fanらの提案した P4Transformerを
用いて，時系列 3次元点群データからマイクロ行動の認識
を行う．

3. 提案システム
本章では，3次元点群を用いたマイクロ行動認識システ
ムについて述べる．RGB-Depthカメラからセンシングさ
れる人物の 3次元点群を分析し，マイクロ行動認識を行う
ことを目的とする．

3.1 提案システムの概要
一般家庭のキッチンに設置したMicrosoft社製の RGB-

Depthカメラである Azure Kinectを用いて，料理行動に
おけるマイクロ行動データを収集する．Azure Kinect は
キッチンの四隅に配置されており，これによってあらゆる
角度から網羅的にデータ収集を行うことができる．本シス
テムでは，ユーザは料理開始時と終了時にスマートフォン
を用いてデータ収集の開始と終了の操作を行うことができ
る．Azure Kinectと制御用アプリケーションが導入された
PCから構成される本システムを図 1に示す．
奈良先端科学技術大学院大学の承認（倫理審査番号:2019-

I-9-2）を得て，提案システムを，一般から募集した 5家庭
のキッチンに設置し，各家庭 9料理分の合計 45回分の料
理行動のデータを収集した．
本稿では，収集したデータのうち 1 家庭の 4 料理分の

データを扱う．収集したデータを時系列 3次元点群に変換
し，変換したものを P4Transformerに学習させることで，
マイクロ行動認識モデルの構築を行う．学習済みモデルに
時系列 3次元点群を入力することで，マイクロ行動の推定
を行う．

3.2 マイクロ行動の定義
本研究におけるマイクロ行動は，料理や食事，洗濯と

いったマクロ行動の中に現れる詳細な行動とする．本稿で
はマクロ行動の中でも料理行動におけるマイクロ行動の認
識を行う．実際の一般家庭の料理行動において目視で確認
された単一の動作からなるマイクロ行動を対象とする．よ
り具体的には，料理行動中に現れる “切る”や “持つ”，“置
く”といった行動をマイクロ行動として定義した．定義し
たマイクロ行動と各行動の内容を表 1に示す．
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図 2: マイクロ行動の継続時間の分布

3.3 マイクロ行動認識モデルの構築
Azure Kinectは RGBに加えてカメラからの距離情報を

15fpsで記録しているため，1/15秒ごとにカラーマップと
深度マップが生成される．深度マップから人物の 3次元点
群に変換する流れを以下に示す．

( 1 ) 深度マップを Pythonのオープンソースライブラリで
ある Open3D [19]を用いて 3次元点群に変換する．

( 2 ) Point Cloud Library (PCL) [20] に実装されている
Octree Point Cloud Change Detectorを用いて，深度
マップ変換後の 3次元点群を背景データと前景データ
に分割する．

( 3 ) 前景データは背景データに存在しない人物とオブジェ
クトの 3次元点群から構成されているため，密度ベース
のクラスタリングアルゴリズムである DBSCAN [21]

を用いて 3次元点群のクラスタリングを行う．

( 4 ) (3)で算出されたクラスターのうち，最も点群の数の
多いものを人物の 3次元点群として抽出する．

データは Azure Kinectによって逐次的に収集されること
から，人物の行動は時系列 3次元点群として表現される．
この時系列 3次元点群を P4Transformer の学習データに
用いることで，マイクロ行動認識のモデル構築を行う．

4. マイクロ行動認識に関する実験
4.1 実験概要
Azure Kinectによってセンシングされる人物の時系列 3

次元点群を学習データとし，P4Transformerを用いて行動
の分類および評価を行う．図 1に示されている 4台のカメ
ラの中でも，今回はシンクの左側に設置されている 1台か
ら得られるデータを用いた．
本実験では，表 1にある料理行動に関するマイクロ行動
群を対象とする．被験者 1名による 4回の料理行動のそれ
ぞれについて 4台の Azure Kinectによって 15 fpsで記録

図 3: マイクロ行動の分布

分類結果

𝑡! 𝑡" 𝑡# 𝑡$ 𝑡% Point 4D Convolution

Transformer

P4Transformer

MLP

時系列3次元点群

図 4: P4Transformerのアーキテクチャ図

し，合計 4セッション（1回の料理行動が 1セッションに
対応）のデータを作成した．セッション全体を通して現れ
るマイクロ行動の長さの分布を図 2に示す．1回のマイク
ロ行動の長さは最小で 5フレーム，最大で 710フレームで
あった．

4.2 分析手法
マイクロ行動認識モデル学習の前処理として，記録され

たデータが “切る” や “持つ” など，どのマイクロ行動を
行なっているかをラベリングした．本データは 15fpsで記
録しているため 1/15秒ごとにカラーマップと深度マップ
が生成される．そこで，カラーマップをもとに目視で表 1

にあるマイクロ行動のいずれに該当するかをラベリング
した．4セッションにおけるラベル数の合計は 1322個で
あった．しかし，4セッションのうち料理の種類によって
は存在しないマイクロ行動がある．例えばカレーを作る際
には，じゃがいもを “切る”やカレー鍋をお玉で “混ぜる”

といったマイクロ行動が現れるが，何かしらの食材を “潰
す”といったマイクロ行動は現れない．そのため，本実験
では 4セッションに共通して存在するマイクロ行動を抽出
することで，対象行動を抽出することとした．抽出後のマ
イクロ行動は 8クラスであった．
データサンプルの分布を図 3に示す．全データサンプル
数は 967点である．最も少ないデータサンプル数は “閉め
る”で 19点であり，最も多いデータサンプル数は “切る”
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表 2: Leave-One-Session-Out交差検証によるマイクロ行動ごとの F値
セッション 入れる 開ける 閉める 持つ 置く 蛇口を触る 洗う 切る

1 0.750 0.813 0.429 0.304 0.510 1.0 1.0 0.995

2 0.537 0.828 0.400 0.267 0.370 0.904 0.732 0.969

3 0.460 0.588 0.286 0.391 0.195 0.952 0.931 0.688

4 0.667 0.857 0.0 0.222 0.0 0.878 0.857 0.980

平均 0.604 0.772 0.279 0.296 0.269 0.934 0.88 0.908

表 3: 各セッションにおける Accuracyと F値
セッション Accuracy F 値

1 0.841 0.725

2 0.702 0.626

3 0.567 0.562

4 0.863 0.558

平均 0.743 0.601

で 285点である．
1台のAzure Kinectからの視点におけるマイクロ行動の
ラベルが付与された時系列 3次元点群を P4Transformerに
学習させ，マイクロ行動の分類を行った．P4Transformer

のアーキテクチャ構造を図 4に示す．P4Transformerは，
Point 4D ConvolutionとTransformerから構成されるモデ
ルである．Point 4D Convolutionでは，入力された時系列
3次元点群を時空間ごとに特徴ベクトルにエンコードする
ことで，局所特徴量を得る．局所特徴量を Transformerに
入力し，複数フレーム間を考慮した大域特徴量へ変換する．
MLPに大域特徴量を入力して，クラス分類を行う．学習時
のハイパーパラメータは，入力時のフレーム数をオーバー
ラップのない 4フレームとし，それ以外は FanらのMSR

Action3D Datasetを用いたクラス分類に関する実験 [9]と
同じにした．

4.3 実験結果および考察
各マイクロ行動データに対して，Leave-One-Session-Out

交差検証を行い，マイクロ行動の分類精度を確認した．こ
の手法では，1料理を 1セッションとし，1つのセッション
を精度検証用のテストデータ，それ以外を学習データとす
る．これを全てのセッションがテストとなるように繰り返
し，その平均精度を求めた．各セッションにおける混同行
列を図 5に，マイクロ行動ごとの分類精度 F値を表 2に示
す．また，表 3に各セッションにおける Accuracyと F値
のマクロ平均を示す．表 3にある通り，平均で 0.743の精
度で 8クラスのマイクロ行動の分類を行うことができた．
表 2では，“蛇口に触る”や “洗う”，“切る”といったマ

イクロ行動の分類精度は 90%近くの精度となっており，高
精度に分類されていることがわかる．しかし，“閉める”や
“持つ”，“置く”といったマイクロ行動の分類精度は 30%

を下回っている．“閉める”に関しては，図 2にある通り

データのサンプル数が少ないことから，正しく学習が行わ
れていないことが考えられる．
“持つ”に関しては，オブジェクトの大きさや形状によっ

て動作の内容が異なることが原因であると考えられる．玉
ねぎを “持つ”とフライパンを “持つ”は，本稿では同じマ
イクロ行動のラベルが割り当てられているが実際の動作の
内容としては異なる．
“置く”に関しては，図 5cの混同行列より大半が “入れ

る”，“切る”に分類されている．これは，学習データのサ
ンプル数が少ないことに加えて，セッション 3では被験者
が右手で包丁を持った状態でニンニクの皮を剥き，まな板
の上に “置く”といったマイクロ行動が多く行われていた
ことが原因であると考えられる．
これらのことを踏まえると提案システムにオブジェクト

認識を組み込むことで，より認識精度の改善が見込めると
考える．マイクロ行動は対象とするオブジェクトの大きさ
や形状によってその動作内容が異なる場合があり，その際
にはオブジェクトを考慮したマイクロ行動のラベリングが
適切であると考える．

5. まとめ
本稿では，一般家庭の料理行動におけるマイクロ行動を

定義し，Azure Kinectによってセンシングされる時系列 3

次元点群を用いたマイクロ行動認識手法を提案した．一般
家庭のキッチンで取得した料理行動の時系列 3次元点群を
P4Transformerに学習させることで，マイクロ行動の分類
を行った結果，8種類のマイクロ行動を平均で 0.743の精
度で分類可能であることを示した．
今回は１台の RGB-Dカメラから取得されたデータを用
いてマイクロ行動を認識したが，今後は複数台のカメラか
ら得られたデータを用いてアンサンブル学習を行うこと
で，遮蔽物によるオクルージョンにロバストなマイクロ行
動認識モデルの構築を行う．その上で，複数台のカメラの
データを用いる時とそうでない時との分類精度を比較する
ことで，コスト面の評価も行う．さらに，人物のみではな
くオブジェクトの 3次元点群を扱うことで，人のオブジェ
クトに対するインタラクションを考慮したより高精度な行
動認識を目指す．
また，被験者とセッション数を増やすことで，データ

セットの汎用性を高めると同時に，Leave-One-Person-Out
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(a) セッション 1 (b) セッション 2

(c) セッション 3 (d) セッション 4

図 5: Leave-One-Session-Out交差検証の結果に対する混同行列

交差検証を行う．これにより，環境や人に依存しない汎用
的なマイクロ行動の認識が可能になると考えている．
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