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1. はじめに
近年，IoT技術の発展に伴い住宅内環境のスマート化

が進んでいる．とりわけ，在宅中の居住者の行動を認識

する技術については，居住者の生活行動を認識すること

で，より利便性の高い宅内サービスの提供が可能になる

として注目されている．宅内行動を認識することで，家

電の省エネ化や高齢者の見守りの役割を果たすことが可

能になる．家電制御については，状況に応じた自律化や

最適化が可能になるほか，独居中の高齢者に対しては転

倒や夜中の徘徊などといった異常な行動を検知すること

が可能となり，非常時の対応を早めることが期待できる．

これらの宅内サービスの利便性を高めるには，正確な

行動認識技術が必要になり，そのためには行動をより詳

細に認識することが重要になる．しかし，従来の行動認

識手法では，「料理」「食事」等の「マクロ行動」と呼ば

れる行動を推論することを目指している．そのため実際

にはマクロ行動では詳細な行動を認識するには不十分で

ありマクロ行動を細分化した「マイクロ行動」を認識す

る必要がある．ただし，このようなマイクロ行動認識に

おいては認識するべき行動が無数に定義可能であること

から，機械学習における他クラス分類での問題定義が難

しいことが課題として挙げられる．これは推論すべき正

解ラベルについて設定するべき粒度の決定が困難である

ことに起因する．多くのマクロ行動は，マイクロ行動へ

細分化が可能であり，その識別クラスの粒度はあらかじ

め設定しておく必要がある．

また，これらの行動認識用の識別クラスは，一般的に

は機械学習モデルの設計者が定義するものである．しか

し，行動認識結果を実サービスへ応用する場合に，サー

ビスの提供者が求めるクラス分類が機械学習モデルに

定義されているとは限らない．これまでのクラス分類で

は，One-hotエンコーディングのように行動データと正

解ラベルを一対一で対応させるベクトル表現を用いてき

た．そのため，行動認識モデルをサービスへ実利用へ拡

張するには，新たなデータセットでの再学習かファイン

チューニングが必要になる．

本研究の目的は，行動を演算可能な分散表現として扱

い，サービスの提供者が行動を認識し，居住者の行動の
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意図や流れを読み解くことができるコンテキストアウェ

アな宅内サービスの提供を実現することである．行動の

分散表現を獲得するために，テキストの分散表現のアイ

デアをマイクロ行動のクラス分類へ応用し，日常生活中

に発生する会話の文脈や文章ベクトルを基にマイクロ行

動の分散表現を構築する．本稿では，発話と行動の擬似

データセットを LLM を用いて生成する手法を開発し，

擬似データセットを用いて行動の分散表現を獲得する手

法について検討した内容について報告する．

本稿の構成は，次のとおりである．2章では，関連し

た既存研究を紹介し，本研究の位置付けを明らかにする．

3章では提案する LLMを利用した言語-行動エンコーダ

の開発手法について説明し，4章ではこれを実現するた

めの実験計画について述べる．5章では，本稿の結論と

今後の展望について述べる．

2. 関連研究
本章では，宅内における日常生活行動認識と教師なし

学習による行動認識について関連する既存研究について

調査した結果を示し，本研究の意義について述べる．

2.1 宅内における日常生活行動認識に関する研究

Balliら [1]はスマートウォッチに搭載された IMU，歩

数計心拍センサから得られるデータを主成分分析による

次元削減を行なった上で，RandomForestを用いて「歩

く」，「座る」，「PC操作」「静止状態」など 8種類の動作

に識別した．結果として，F値にして 98.5%の精度で分

類可能であることを示している．

Matsuiら [2]は一般家庭においても行動認識技術を利

用すべくプライバシーを考慮したセンシングシステムを

提案している．非侵襲的なエナジーハーベスティングで

動作するセンサとアノテーションボタンから構成された

このシステムを用いてデータ収集を行い，「食事」，「調理」

「入浴」「睡眠」「外出」の 5種類の行動について LSTM

モデルで行動認識を行った結果として再現率で 72.3%の

精度で識別している．

Raiら [3]は複数視点の映像と音声，環境センサデー

タで構成されたマルチモーダルなデータセットを提案し

ている．行動の階層構造に着目し，行動を撮影した映像

にアノテーションを行うだけでなく映像中に見られる一

つ一つの細かい行動に対してもアノテーションを行うこ



とで，推論結果を改善できることを示している．

Chatterjeeら [4]は IMUによる行動認識のために音

響センサを用いた自動的なアノテーション方法を提案し

ている．教師データを作成するアノテーションタスクを

行う際に，ウェアラブルデバイスに IMUとともに搭載

されている音響センサを用いてエッジ上でアノテーショ

ンを行うことで，プライバシーに配慮しつつ教師データ

を作成することを可能にした．

2.2 教師なし学習による行動認識に関する研究

手作業によるアクティビティ定義とデータ収集の必

要性をなくすためにゼロショット学習が提案されている

[5–7, 7–10]．ゼロショット学習の目的は学習データに表

れない未知のデータに対して学習済みの知識を応用する

ことである．教師あり学習では全てのクラスの正解デー

タを集める必要があるが，ゼロショット学習ではその必

要なく未知のデータに対しても推論が可能である．

センサデータを利用した行動認識に属性の埋め込み空

間を利用した研究 [11, 12]がある．センサデータから抽

出した特徴空間を属性空間へ射影するモデルに CNNや

MLPを採用している．意味空間には属性空間を採用し

ているが，属性の重要度という概念を導入し異なるクラ

スからのインスタンスに対しては属性において異なる反

応を示すものとなっている．

Tongら [13]は生活行動を収めた動画から意味空間を

取り出し，IMUベースのゼロショット学習による行動認

識手法を提案した．IMUの特徴を区別するために重要

な動きについて情報を持った動画像を利用して未知のク

ラスについても分類を可能にしている．

Matsukiら [14]は単語の埋め込み空間を利用したゼロ

ショット学習による活動認識のための意味空間を提案し

ている．センサから得た特徴ベクトルと単語の埋め込み

を意味ベクトルとして一対一に対応づけることで未知の

行動クラスに対しても識別が可能であると示している．

Xiaら [15]は ChatGPT∗を利用した教師なし行動認

識手法を提案している．行動時に接触するオブジェクト

のリストから行動を推定するタスクについて情報量の多

寡で精度を比較した．単にオブジェクトのリストだけを

与える場合，データセットや wikipediaからの文章を共

に与える場合，そしてChatGPTに事前に生成させたオ

ブジェクトと対応するアクティビティを学習させ知識文

を共に与える場合の 3パターンで比較を行っている．生

成した知識文を用いた場合の結果が最良の結果を示した

ことから，ChatGPTにおける 2段階のプロンプトエン

ジニアリングの有効性を示している．

∗OpenAI: ChatGPT, https://openai.com/blog/chatgpt

(accessed 2023-07-20)

2.3 本研究の位置付け

これまで既存研究について述べてきたが，多くの研究

において，行動の粒度が「粗い」マクロ行動認識に留まっ

ており，生活行動中のコンテキストを考慮することがで

きていない．また，マイクロ行動認識を行う研究もある

が対象領域が限定的であることや正解ラベルのクラス数

が定まらない等の課題がある．これに対して，未知の正

解ラベルを推論することができるゼロショット学習によ

る行動認識については動画像と単語の埋め込み空間を利

用した手法を紹介したが，文章表現を利用するものは少

ない．これらの研究は，未知の行動を推論することを目

的としており，推論結果の解釈および実生活中のサービ

スにおける活用を前提としているものではない．これら

のことから，本研究は文章の分散表現を参考に行動につ

いても演算が可能な分散表現を獲得する手法を開発する．

従来の離散的で行動認識結果とは異なり演算により結果

を解釈することが可能になるマイクロ行動認識手法であ

ると位置付けることができる．

3. 提案手法
本章では，提案手法の概要とその構成について述べる．

本研究では行動の分散表現を獲得するため宅内での発話

に関する擬似データ生成と発話から行動を推論する言語-

行動エンコーダを開発する．

3.1 概要

提案手法の概要を図 1に示す．ChatGPTに代表され

るような LLM(Large Language Model)を活用し，後の

3.2節で詳細について述べる網羅的な行動環境（マクロ行

動，居住者属性，住環境等）を入力とした生活行動中の発

話に関する擬似データセットを作成する．データセット構

築のために利用するマクロ行動は，佐々木らの提案 [16]

に基づいて決定し，各行動それぞれについて付随する行

動環境のパラメータをランダムで決定し LLMに対する

入力とする．行動に関連する発話の擬似データセットを

作成した後，事前学習済み BERT [17]や fastText [18]

などの言語処理モデルを用いて，テキストから行動や居

住者属性，環境を推論する言語-行動エンコーダを構築

する．最終的にこのエンコーダの中間層を取り出すこと

で，発話からベクトルにエンコードされた行動を抽出す

ることができる．これを行動の分散表現とすることで認

識結果を計算可能な形で解釈可能な新しいマイクロ行動

認識の概念を提案する．

3.2 LLMを用いた会話の擬似データセット生成

生活行動は共通理解を得るための言語化が行われやす

く，文化的な背景の影響も受けるものと捉えることがで

きる．そのため，言語によって大規模かつ網羅的に行動



会話の擬似データ⽣成による⾏動の分散表現化

“⾷事” の際に想定される会話を
シミュレートして。

・⾏動、属性、環境…

例

今⽇のご飯どうする？

せっかくだしラーメン
を⾷べに⾏こう

⼊⼒プロンプト

出⼒レスポンス

・発話

発話/⾏動
セット

発話内容

⾏動/属性/環境

⼊⼒⽂章
発話内容の擬似データ

⾏動/属性/環境
正解ラベル

⾔語処理モデル

全結合層
圧縮された
⾏動の分散表現
を抽出

⾷事

料理

掃除 睡眠

外出

⾷事 ⾷事/
外出

分散表現
空間

ベクトル表現により領域で⾏動を推定可能

図 1: 提案手法の概要

表 1: 宅内行動一覧
行動名 行動の定義

洗顔 洗面所で顔を洗う

入浴 浴室で体を洗い湯船に浸かる

料理 キッチンで食材を調理する

食事 料理を食べる

食器洗い 食器を洗う

トイレ トイレで用を足す

部屋掃除 部屋を掃除機で掃除する

風呂掃除 浴室を掃除する

洗濯 衣類を洗濯機に入れる

PC作業 PCで作業する

スマートフォン操作 スマートフォンを使う

ゲーム ビデオゲームをする

読書 本を読む

TV視聴 TVを視聴する

睡眠 ベッドで睡眠をとる

身支度 外出の準備をする

を表現するデータを獲得することで，あらゆる生活行動

に対応した行動の分散表現を構築できると考えられる．

生活中におけるマイクロ行動はほぼ全て自然言語で説明

可能であるという仮説のもと，言語に基づくマイクロ行

動の擬似データを生成する．擬似データの生成には実際

に人の会話を生活実験中から取得することが望ましいが，

コストが膨大になるため現実的ではない．これを受け，

人の会話をシミュレート可能で大量にデータを収集して

もコストが抑えられる LLMを利用した．

具体的な LLMに対する入力として表 1に示す佐々木

らが定義した 17のマクロ行動のうちの 1つと，会話を

する人数，話者の年齢，居住地区，住環境，そして社会

属性を与える．入力として与えるプロンプトを制御する

パラメータとその例については表 2に示す通りである．

それぞれのパラメータを入力に用いる理由を述べる．マ

クロ行動はそれぞれに関わる発話を得るために必須であ

る．会話の人数は 1人の場合ホームアシスタントなどの

人ではない相手であり 2人以上であれば人である可能性

が高いため会話文中における表現が変わる可能性がある

と考えたためである．話者の年齢を含めた理由は言葉遣

いや発話内容に差異があると考えたためであり，居住地

区を含めた理由は出現する単語に違いが出る可能性があ

ると考えたためである．住環境についてはアパートでは

宅内に階段がないように，行動に制約を生む可能性があ

り，社会属性は発話内容に持っている知識が影響を与え

る可能性を考慮したためである．入力するプロンプトは

前述のパラメータを自動で変化させながら生成する．

図 2に示すように，これらの入力をGPTに与えその

状況下で発生する会話をシミュレートさせる．評価のた

めに擬似データとして獲得された発話内容が人の発話内

容とどれだけ異なっているかを確かめる 2群比較の検定

を実施する．

3.3 言語-行動エンコーダの構築

LLM（GPT-3.5-turbo）を利用して作成した擬似デー

タの発話内容を言語処理モデルに与えるため次の手順を

行う．

1. 前処理として入力文から不要な記号や絵文字，ス

トップワードを取り除く．その後，日本語形態素

解析システム Juman++を利用して形態素解析を

行い N個の単語列を取得する．



あなたは70歳の高齢者で、郊外の一軒家に住んでいます。
あなたは今自宅にいてこれから食事をしようとしています。そのときの会話を再現してください。

会話に登場する人数は合計4人で全員あなたと同居しています。
彼らの社会属性は医療従事者と医療従事者と医療従事者であなたとの関係は社会属性から推測してください。

あなた：「今日は何作る？」
医療従事者A：「何でもいいよ。ちょっとスパイスの効いたメキシカン料理とかどう？」
あなた：「いいね、それならタコスとグアカモーレを作ろうかな」
医療従事者B：「それにチリコンカンも合うかも。私が作るよ」
あなた：「それなら私はブラウニーを焼くね」
医療従事者C：「みんなに差し入れしてくれるの？嬉しいな」
あなた：「もちろん、一緒に食べよう！」

出力レスポンスデータ

入力プロンプト

図 2: GPTに対するプロンプトとレスポンス．プロンプト中の太字斜体部分はパラメータ

表 2: LLMに対するプロンプトを制御するパラメータ
パラメータ 入力例

マクロ行動 表 1に示す 17行動

人数 1人，2人，3人，4人

話者の年齢 社会属性に応じた年齢

居住地区 都市部，郊外，田舎

住環境 アパート，一軒家，寮，マンション

社会属性 幼児，児童，学生，会社員，公務員，

医療従事者，事務員，高齢者

2. 解析結果として取得した単語列を言語処理モデル

に与える．ここでは入力に発話内容を与え，出力

には擬似データ生成の際に入力として与えたパラ

メータを推論する．

3. 中間層を取り出すことでベクトル空間に埋め込ま

れた発話として行動の分散表現を獲得する．

4. 実験概要・計画
本章では，提案手法の評価に必要な実験について述べ

る．本研究の手法は LLMを用いて作成した発話の擬似

データセットを利用し行動の分散表現を獲得するもので

ある．言語-行動エンコーダの品質は擬似データの品質

に影響を受けるため、作成した擬似データセットの品質

検証が必要となる。

(1) LLMで生成された発話内容と人の発話内容にどれだ

けの差異が生じているのかについて検証する実験を

行う．定性的なアンケートを基に人が日常の生活中

で発生する会話であるかどうかを検証し，擬似デー

タセットの精度を確かめる．アンケートでは GPT

によって出力された発話内容が人による発話と思う

か，そうでないかの 2つの選択肢を選ぶ．このとき，

人の発話としている選択肢は生活行動を撮影した動

画などを提示し，その行動中に起こり得る発話のこ

とであり，クラウドソーシング等を利用して収集す

る．アンケートによって得られた交差集計表を基に

2群間の有意差の有無について統計的に検証を行う．

(2) 生成した擬似データセットの発話内容が実際に行動

を表現できているかを検証する実験を行う．作成し

た言語-行動エンコーダで生成された行動のベクトル

表現から行動が所属するクラスを可視化し，発話が

行動を表現できているかを定性的に検討する．行動

に関する情報が埋め込まれたベクトル表現は 300次

元以上の高次元で表現されることが多い．このベク

トルに対して次元削減を行い 2次元に落とし込んだ

ものを 2次元マップに散布図として射影し，行動毎

に発話内容がクラス分類できるかどうかを検証する．

クラスタリングは k-means法等の教師なしアルゴリ

ズムを用いて行う．

5. おわりに
本稿では，生活中行動認識の結果を宅内サービスへ活

用することを念頭に，マイクロ行動の分散表現を開発す

る手法を提案した．言語処理における分散表現のアイデ

アをマイクロ行動のクラス分類へ応用し，日常生活中に

発生する会話を基にマイクロ行動の分散表現を構築する

ことが可能であると考える．

今後の展望として，本研究で構築した言語-行動エン

コーダを用いた宅内行動認識手法を開発する．そのた

めに，奈良先端科学技術大学院大学構内にあるスマート



ホームを利用して人の宅内行動をセンサ群によって認識

する生活実験を実施する．発話から行動を認識するため

被験者は行動中に発話により自身の行動の説明などを行

う．センサデータと行動の説明を対応づけることで発話

を利用してマイクロ行動にアノテーションすることが可

能になる．これにより，センサデータのクラス分類の推

論が可能となり，その上で推論結果をベクトル表現とし

て解釈することが可能になるため実サービスへの利活用

を実現する．
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