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1. はじめに
近年，次世代の住宅としてあらゆる家電をネットワー

クに接続し，集中的に自動化・制御が可能なスマートホー

ムが注目されている．しかしながらその利用は未だ限定

的であり，省電力化やヘルスケア，セキュリティ監視にと

どまっている．そのため最近では，スマートホームの利

便性を上げるために，スマートホームに接続された IoT

デバイスから様々な情報を収集・蓄積し，料理支援や個

人に最適化された環境制御のような，よりコンテキスト

アウェアなサービスを提供することが求められている．

スマートホームによるコンテキストの理解を実現するた

めに，教師あり機械学習手法を用いて居住者の行動を分

析し，構築された行動分類モデルを用いて認識を行う手

法が主流である．

カメラや環境センサから得られる画像や照度といった

データに正解値を付与していくアノテーション作業は，

モデルを構築するための教師あり学習で利用するデータ

セットの構築に非常に重要なプロセスであり，高品質で

あることが求められる．宅内行動認識分野においては，

生活習慣やデータを取得する環境の差異に起因する個人

差が大きいため，どの居住者にとっても適合する汎化性

能を持つ生活行動認識モデルの構築が難しい．そこで居

住者自身がその家庭のデータのアノテーションを行い，

その環境に適合したモデルを構築することでその問題を

解決できる．その際，その場でセンシングされたデータ

からなる，ラベル付けがなされてないデータセットのす

べてをアノテーションできることが理想であるが，居住

者が日常生活の中でアノテーションに使用できる可処分

時間は限られており，応答コストの高いタイミングで要

求を行ってしまうと，回答を拒否されるまたは適当に答

えるなどデータセットの品質低下につながる．そのため，

適切なアルゴリズムを用いて，要求価値の高いデータの

みを取捨選択して居住者にアノテーションを依頼するこ

とが求められる．

そこで本提案では，宅内生活行動認識において，居住

者自身が継続的に高品質なアノテーションを行うことを

目的として，図 1に示すような，ユーザの状況や価値を
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考慮する適切なアノテーション要求モデルを検討する．

さらに，本提案の部分的な検証として，アノテーション

要求が限定的なシナリオにおいて，希少性に限定してア

ノテーション要求のデータ選択を行い，ランダムサンプ

リングよりも効率的であることを示す．

本稿の構成は以下のとおりである．2章では，宅内行

動認識や介入戦略，能動学習などの既存研究を概説し，

関連研究の課題を述べるとともに本提案の位置づけを述

べる．3章では本手法の問題設定やアルゴリズムについ

て述べ，4章ではアノテーション要求に制限があるシナ

リオで希少性の考慮が有効であるかの検証を行う．5章

ではまとめと展望を述べる．

2. 関連研究
本章では，宅内生活行動認識や介入に関する研究，大

規模言語モデルと能動学習分野の既存研究における課題

を抽出し，本研究の位置づけを明らかにする．

2.1 宅内生活行動認識

居住者に異常検知や生活支援を提供することを目的と

して，部屋に設置されたカメラや，居住者自身が着用し

ているウェアラブルデバイスのデータを分析し，行動を

認識する研究が行われている．Bianchiら [1]は，ウェア

ラブルセンサの慣性データから，宅内で起こりうる 9個

の行動について，95%以上の精度で認識に成功している．

データの収集は，ベルトにセンサーを装着した被験者が，

一般的な宅内行動について，事前に設定された順序で行

うことにより集められている．また，Annalisaら [2]は，

骨格と画像データを組み合わせ，機械学習手法を用いる

ことによって多クラス行動認識を行い，98.8%の精度を

達成している．訓練データおよび評価データは公開デー

タセットであるCAD-60およびCAD-120を用いており，

より一般的な宅内環境への拡張は，さらなる分析が必要

と示されている．

宅内生活行動認識に用いられるデータセットは実験ベー

スで一時的に集められたものや，公開されているデータ

セットを利用しているものが多い．しかしながらこの手

法は，継続的なアノテーションを居住者自身が行ってお

らず，その家庭に特化したモデルの長期的な構築が難し

いといった課題がある．この課題を解決するために，ア



図 1: 提案手法概要

ノテーションの負荷の低減やインタフェースによる動機

づけなど，実際の家庭で継続的に運用するためのユーザ

ビリティの考慮が必要である．

2.2 介入に関する研究

Chenらの研究 [3]では，VR (Virtual Reality)コンテ

ンツ中における通知の介入について，休憩中や動きの少

ない動画の鑑賞中は，通知の受諾率が比較的高いことが

示されている．さらに，VRヘッドマウントディスプレ

イのセンサーから得られる体動や視線情報から，深層学

習手法を用いて行動を認識し介入タイミングを制御して

いる．

また，Zügerらの研究 [4]では，実際の労働環境にお

ける労働者の介入可能性を機械学習手法を用いて予測し

ている．これにより，介入可能性を同僚に示し，介入可

能性が低い場合はインタラクションを避けるようにする

ことで，日々の中断によるストレスを最小限にできる．

この手法により 75.3%の精度で介入可能性を予測するこ

とが可能であるが，評価のためのアノテーション要求の

インタフェース自体が介入可能性に影響を及ぼすとも言

及している．

Kobayashiら [5]は，電子メールの配信を一時調停し，

推定された介入可能性が一定の配信基準に届いた場合を

見計らい，電子メールを配信するシステムを構築してい

る．アプリケーションの切り替えやクリップボードの使

用をモニタリングしながら，ルールベースで介入可能性

を推定している．

従来の介入タイミングに関する研究では，特定のタス

ク遂行を目指すための行動変容や，通知介入タイミング

の推定をユースケースとしており，実際にアノテーショ

ン要求インタフェースとして，行動ラベルの価値を定量

化し，宅内行動中のどのタイミングに何を聞くことが望

ましいのかを明らかにする研究は少ない．

2.3 能動学習に関する研究

アノテーションの戦略としては能動学習と呼ばれる分

野で様々な手法が提案されている．能動学習は，モデル

の高精度化に寄与する度合いの高いデータから順に学習

する技術であり，アノテーション工数の削減や，学習デー

タの作成コストの削減に寄与するUncertainty Sampling

[6]では，分類結果について，モデルの推論確率の低い

データから優先的にラベル付けを行うことにより，効率

的に高精度化を行う手法である．実際に行動認識分野で

能動学習を行っている例として，HossainらのDeActive

[7]がある．DeActiveはデータ密度をベースに，ラベル

が付けられた場合に現在の学習モデルに最も大きな変化

をもたらすデータを選択している．その結果，能動学習

手法が，手作業によるアノテーションの労力の削減に寄

与し，行動認識の精度を劣化させずに学習速度を速める

ことを実証している．この手法は，本提案で多数のラベ

ル付けされていないデータから，アノテーションするべ

きサンプルを選択し要求する際の，サンプリングアルゴ

リズムの設計の参考となる．

2.4 大規模言語モデル

現在，急速に進化しているGPT-3 [8]をはじめとする

大規模言語モデルは，文章全体の意味を捉えて自然言語

を生成して応答することが可能であり，文章要約やチャッ

トボットのような，自然言語を扱う分野での活用が期待

されている．Yeらの研究 [9]では，ChatGPTを活用する

ことによって，自然で直感的な人間とロボットのインタ

ラクションを実現し，作業の信頼性を大幅に改善してい

る．このように大規模言語モデルを活用することによっ

て，効果的なヒューマンコンピュータインタラクション

が実現できる．



2.5 本研究の位置づけ

関連研究で，特定の環境やタスクに対する行動認識や

介入タイミングの研究が行われている．一方で，各家庭

に適合する宅内行動認識モデルの構築や，アノテーショ

ンを目的とする介入可能性の推定が行われていない点が

問題点として挙げられる．そうした問題点を踏まえ，本

研究では，生活行動認識におけるラベルの希少性や応答

コストを定義し，それらが人間の感性に即したものか，

日常生活行動中の適した介入タイミングかを明らかに

する．

3. 提案手法
本章では，まず提案システムの概要について述べ，要

件定義を行う．続いて要求価値を定式化した上で，要求

価値の要素となるラベル希少性と応答コストについて定

義し，要求を最適化する手法について検討する．最後に，

アノテーション要求を行うインタフェースについても検

討を行う．

3.1 提案手法の概要

提案するアノテーション要求インタフェースの全体図

を図 2に示す．図上部に示すように，従来の宅内行動認

識では，居住者がアプリなどを用いてセンサデータに

対応する行動をアノテーションし，あらかじめ汎化され

たモデルに対し転移学習を適用することによって家庭ご

とに適合するモデルを作成していたが，アノテーション

の継続的な動機付けは困難であった．そこで図下部に示

すように初期から適合させたい家庭のデータを収集し，

その居住者自身がアノテーションを継続的に行うことに

よってその家庭に特化した行動認識モデルを構築するア

ノテーション要求インタフェースを提案する．このアノ

テーション要求インタフェースは，要求価値率モデル，

要求最適化，会話による介入，フィードバック機構の 4

要素から構成される．

適切なアノテーション要求を行うためには，優先順位

付けを行うために要求価値を推定するモデルの構築を行

う必要がある．要求価値を定量化し実際にアノテーショ

ン要求を行う際，連続した応答はユーザの認知資源を消

費する．認知資源が枯渇するとアノテーションの品質低

下を引き起こすため，枯渇しない程度に最大限要求を行

うための要求最適化を行う．この要求は会話によって行

われる．さらに居住者の反応に応じて介入アルゴリズム

を更新するフィードバック機構を作成することによって，

最終的には個人に適合した要求インタフェースの構築を

目指している．

本稿はその中でも要求価値率モデルと要求最適化に

フォーカスする．従来のデータセット構築におけるアノ

テーションは行動する度にアプリなどによるアノテー

ションが必要であった．継続的に行うためにはアノテー

ション要求の頻度を下げる必要があるが，そのためには

要求価値推定モデルを使い要求に優先順位をつける必要

がある．また，その際ユーザの認知資源の消費を最小限

にすることが求められる．さらに，様々な家庭の情報を

収集し，誰でも参加できるインタフェースであることが

重要であるため，簡易に扱えるインタフェースの構築が

課題である．以上から，提案するシステムは，以下の要

件を満たすように設計される．

(要件 1) 宅内行動認識におけるラベル希少性及び応答コ

ストを定量化し，要求価値率推定モデルを構築す

ること．

(要件 2) ユーザの認知資源を最小限にするような最適化

手法を構築すること．

(要件 3) アノテーション要求および応答のインタフェー

スは一般の居住者が簡易に扱えるものであること．

3.2 要求価値の定式化

アノテーション要求数に制限がある中で，適切なタイ

ミングかつ精度を最大化するためのアノテーション要求

を行うためには，ラベル希少性と応答コストを見積り

定量化する必要がある．一例として，以下のようなアノ

テーション要求モデル RV を定義する．

RVreq =ラベル希少性 LSreq ×応答コスト ACreq (1)

ここで，LS と AC はそれぞれラベル希少性と応答コス

トを示しており，reqはベースとなるモデルから得られ

る推論結果が不確実なデータであり，アノテーション要

求の候補としてプールされる．実際のシステムでは，こ

のRV が高い reqを優先的にアノテーション要求の対象

とする．

3.3 ラベル希少性の定義

宅内行動認識でよく行われるマルチクラスの分類タス

クにおいて，不平衡データを深層学習の入力とすると，

少数派のクラスは十分なサンプル数を確保できないため，

モデルは多数派のクラスに過剰に適合してしまう問題が

ある．そのため，サンプリング方法の工夫やアルゴリズ

ムの工夫により，データの不均衡性を是正したり，不均

衡学習を効率的に行うことが一般的である．アノテーショ

ン要求においても，可能な限り平衡データになるように，

データセット中のラベル割合が少ないものを希少性が高

いとし，優先的に要求することで効率的なアノテーショ

ンが実現できる．

また，希少性が高いクラスのクラスタの中でも，疑似

ラベル付けを行った際の疑似ラベルの確信度を考慮する



図 2: アノテーション要求インタフェースの全体図

必要がある．確信度が低いデータはデータセットの中に

類似例が少ないため，優先的にアノテーション要求する

ことによって，全体の精度向上につながる．具体的には，

前述のUncertainty Sampling [6]という能動学習の一手

法を用いる．Uncertainty Sampling では，サンプル xi

を yに分類する確率 P (y|x)について，モデルの推論確
率のないサンプル x∗ を選択する手法であり，式 2で表

される．

x∗ = argmax(1− P (y|x)) (2)

マルチラベル分類タスクにおいて，確信度は一般的に活

性化関数である Softmaxから得られる．しかし Softmax

関数から得られる確信度は実際の正解率に準じてはいな

い可能性があり，Temperature Scalingなどの手法を用

いて校正する必要性がある [10]．校正後，出力される疑

似ラベルの調整済み確信度を希少性として定義する．

3.4 応答コストの定義

居住者に実際の生活の中でアノテーションを要求する

うえで，応答コストにおいても考慮する必要がある．応

答コストは，ユーザへアノテーションを要求した際に受

諾する度合いであり，認知負荷量も含まれる．認知負荷

の例として以下のアノテーション要求を考える．

(1) 「現在何をしていますか？」

(2) 「現在は料理をしていますか？」

ここで，(1)の質問は正解値を直接尋ねることが可能で

あるが，自由形式の回答を行わなければならず，(2)の

質問のような「はい」「いいえ」で回答する確認クエリ

よりも認知負荷が高くなる．Wuらが行った調査 [11]で

は，12人の対象者の内 1人を除いた全員があまりにも多

くの自由形式の質問に苛立ちを感じると回答している．

また，応答コストのもう一つの要素として，ユーザの応



答可能性についても考慮する．想定される応答可能性

が低いケースとして，朝方に遅刻しそうな際にアノテー

ションを要求しても，拒否もしくは適当な回答をする恐

れがある．このようなユーザビリティを考慮することは，

データセットの品質を高めるとともに，継続的なインタ

ラクションを行うために重要である．具体的に応答可能

性を定量化する手法として，カメラやその他センサから

画像などの情報を取得し，深層学習手法を用いてユーザ

の応答可能性を予測する手法が考えられる．また，応答

コストが高い場合はその行動が行われる時ではなく事後

的にアノテーションを要求することも考えられる．その

ようなケースでは経過時間に対する忘却率を適用し，相

応のペナルティを与えるといったような工夫をすること

によって，信頼性の低い不正確なアノテーションに対し

てもロバストな要求価値予測モデルを構築することが可

能である．

3.5 要求最適化手法の開発

要求を連続して行うことは，居住者の認知資源を消費

する．認知資源が枯渇すると居住者はストレスを感じ，

結果としてアノテーション品質の低下を引き起こし，継

続的なアノテーションが行われなくなる．したがって，

ある要求 reqに対して，要求価値率RV と応答コストを

考慮した最適化手法の開発が必要である．具体的には，

ある期間における居住者の認知資源を Budget，要求に

よって消費するコストを Costとしてそれぞれ定義する．

式 3のように，Bugetが枯渇しない範囲で要求価値の最

大化と Costの最小化を行う．最終的には，実際に問い

合わせる要求データの組み合わせを，動的計画法や強化

学習といった手法により最適化する．

∑
RVreq·n −

∑
Costreq·n > Budget (3)

そのように最適化されたモデルを再利用してアノテー

ション価値を再計算し，再度アノテーションを要求する．

この一連のサイクルを繰り返すことによって，局所的な

環境に適合した宅内行動認識モデル及びアノテーション

要求モデルを構築できる．本手法の評価には，アンケー

トなどを用いてアノテーションへの動機付けが適切に行

われたかを明らかにしたうえで，ベースラインと比較し，

実際の行動認識タスクに対して高い精度を得られたこと

を accuracyや F1-Scoreのような分類タスクにおける評

価指標を用いて行う．

3.6 アノテーション要求インタフェースの検討

実際にアノテーション要求を行うインタフェースとし

て，自然言語を用いた対話形式が有効である．実際に

Alexaをはじめとする音声アシスタントは誰もが扱える

スマートスピーカーとして普及しつつある．また，自然

言語の発話によるアノテーションは，場所依存性が低く，

スマートホンのアプリを操作するよりも簡易で子供や高

齢者でも扱いやすい．

しかし問いかけに対して応答をすることは認知負荷が

高いため，将来的にはChatGPTをはじめとする大規模

言語モデルや行動経済学におけるナッジング [12]を用い

て，日常会話の中から無意識的にアノテーションを実施

させることが望ましい．

4. 希少性に基づく要求データ選択の検証
本提案の実現可能性を検証するために，提案に対する

予備実験を行った．予備実験ではラベル付けされていな

いデータに対してアノテーション要求数が制限されてい

るシナリオで，希少性を考慮したアルゴリズムが有効か

を評価するために，応答コストやアノテーション回答の

信頼度を考慮せずに単純化している．

希少性がどの程度アノテーション価値として扱えるの

か，実際に深層学習モデルを構築しながら，アルゴリズ

ムを用いない場合と比較して検証する．

4.1 実験条件

実際の家庭でセンシング及びアノテーションされた宅

内行動認識データセット [13]を使用して，本提案手法に

おける希少性に基づくアノテーション要求のデータ選択

が，ランダムサンプリングモデルよりも有効であるか検

証を行った．データセットの詳細を表 1に示す．データ

セットは実際に家庭で入浴・調理・食事・外出・就寝の

5つの行動について 1か月間記録されたものであり，人

感センサや環境センサ，またドアセンサの情報に対して，

5つの行動のいずれかがラベル付けされている．

4.2 行動認識モデルの構築

データの分割方法を図 3に，使用したネットワークを

図 4にそれぞれ示す．

検証では，2週間分のデータに加え，ランダムサンプリ

ング・希少性ベースのサンプリングそれぞれの戦略でア

ノテーション要求されたものをラベル有り，されなかっ

たものをラベル無しとして，半教師あり学習を行った．

希少性ベースのサンプリングでは，シャッフルされた 3

週間目のデータから Softmax の出力による確信度の低

い順に 10%データを取り出し，ランダムサンプリングで

は，データを重複なしで同数ランダムで抽出し，それぞ

れアノテーションを行っている．半教師あり学習を行う

ためにはモデル仮定が必要であり，様々な手法があるが

今回は Self-Training [14]を使用した．Self-Trainingは，

まずラベル付けされたデータのみを用いて教師あり学習

を行い，生成されたモデルでラベル付けされてないデー

タを推論し，その結果を疑似的な正解値としてラベリン

グし，再学習する手法である．Self-Trainingで構築され



図 3: データの分割方法

図 4: 使用したネットワーク

表 1: データセット詳細

データ種別 個数 特徴量 期間

既知データ 2045 80 1,2週間目

未知データ 1120 80 3週間目

評価データ 1225 80 4週間目

たモデルは，独立したデータで評価し二つの戦略を比較

した．

4.3 評価方法

1か月間収集されたデータセットを最初の 2週間は既

知のデータセットとして，3週間目のラベル付けされて

いないデータセットの中から少量のみアノテーション要

求としてラベル付けを行った．そうして構築されたデー

タセットを，半教師あり学習を用いてモデルを構築し，

学習に使用していない 4週間目のデータを用いてモデル

を評価した．未知のデータに対する行動認識の精度を評

価するため，深層学習の入力となる訓練・評価・テスト

データはホールドアウト法を用いて分割した．また，ラ

表 2: 検証結果

試行回数 ランダムサンプリング [%] 提案手法 [%]

1 51.4 56.6

2 58.7 58.5

3 56.2 58.0

4 49.7 58.0

5 49.6 53.7

6 53.5 49.0

7 52.3 55.1

8 54.4 46.5

9 55.1 62.9

10 45.5 60.3

平均値 52.6 55.9

ンダムサンプリングの乱数の偏りによる影響を抑えるた

め，ランダムサンプリングおよび検証モデルそれぞれ乱

数のシードを重複なしで変更しながら accuracyの平均

を 10回求め比較した．

4.4 検証結果

検証結果を表 2に示す．10回の平均を求めた結果，ラ

ンダムサンプリングによってアノテーションされたモデ

ルの accuracyは 52.6%，対して希少性を考慮したモデ

ルの accuracyは 55.9%の精度を示した．これにより，希

少性を考慮するモデルはランダムサンプリングと比較し，

約 3ptの精度の改善を確認した．ランダムサンプリング

よりも精度を改善したことから，希少性を考慮したデー

タ選択がアノテーション要求戦略に有効であることが確

認できた．将来的には，応答コストを求めるための行動

認識や，要求価値率モデルに基づく介入のための応答イ

ンタフェースを設計し，実際の居住環境で検証すること

によってアノテーション要求が適切であるか評価する実



験を行うことにより本提案を実証する．

5. おわりに
本提案では，宅内行動認識におけるアノテーション要

求の最適化を目的として，希少性と応答コストに基づく

アノテーション要求モデルの検討および一部検証を行っ

た．検証の結果，希少性に基づくデータ選択が，ランダ

ムサンプリングと比較して 3pt改善し，希少性の考慮が

有効であることを確認した．これにより実現されるシス

テムによって，一般家庭における継続なアノテーション

を実現できる．今回は希少性のみを考慮した実験により

有効性を示したが，応答コストも考慮しかつ，実際の家

庭環境で実証する必要がある．
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